

	
TRƯỜNG ĐẠI HỌC THỦY LỢI











NGHIÊN CỨU ỨNG DỤNG CẢM BIẾN LIDAR TẠO BẢN ĐỒ DẪN ĐƯỜNG CHO XE TỰ HÀNH


	Sinh viên thực hiện

Khoa
Giảng viên hướng dẫn
	:

:
:

	Nguyễn Văn Phúc- 64CĐT4
Nguyễn Tấn Dũng- 64CĐT4
 Cơ Khí
ThS. Nguyễn Văn Ninh









Hà Nội, 04/2025



MỤC LỤC
CHƯƠNG 1: TỔNG QUAN ĐỀ TÀI
Tình hình nghiên cứu
Lí do chọn đề tài
Mục tiêu nghiên cứu đề tài
Phương pháp nghiên cứu
Cách thức nghiên cứu
Phương tiện nghiên cứu
Đối tượng và phạm vi nghiên cứu
Đối tượng nghiên cứu
Phạm vi nghiên cứu
CHƯƠNG 2: THIẾT KẾ XE TỰ HÀNH
2.1. Giới thiệu tổng quan về xe tự hành
2.2. Cấu tạo của một hệ thống xe tự hành
2.3 Hệ điều hành và nguyên lý hoạt động của hệ điều hành
2.4 Cấu trúc thư mục và một số thuật ngữ trong ROS
2.4.1. Cấu trúc thư mục trong ROS
2.4.2. Một số thuật ngữ trong ROS
2.4.3. Trao đổi thông tin trong ROS
2.4.4. Trao đổi thông tin giữa các nodes qua service
2.5. ROS Navigation Stack
2.6 . Sơ đồ tổng quát hệ thống
2.7. Lựa chọn thiết bị
2.7.1. Thiết kế khung xe
2.7.2. Lựa chọn động cơ DC
2.7.3. Điều khiển động cơ mạch cầu H L298N
2.7.4. Vi điều khiển: Arduino Nano
2.7.5. Máy tính Nhúng: Rasberry Pi 4
2.7.6. Màn hình cảm ứng
2.7.7. Cảm biến RPLidar
2.7.8. Nguồn cấp
2.8. Sơ đồ đấu nối
2.9 LIDAR lấy và xử lý dữ liệu
2.9.1. Cách lidar lấy dữ liệu
2.9.2. Dữ liệu thu về từ lidar
2.10. Cách bóc tách dữ liệu từ bản tin Lidar về bộ điều khiển
2.11. Các thuật toán dẫn đường ứng dụng trong LIDAR
CHƯƠNG 3: HỌC TĂNG CƯỜNG VÀ THUẬT TOÁN Q-LEARNING
3.1. Các phương pháp học tăng cường (Reinforcement Learning Mothods)
  3.1.1. Model-Free Methods
  3.1.2. Model-Based Mothods
  3.1.3. Học tăng cường trong Robotics
3.2. Học tăng cường ( Reinforcement Learning )
3.2.1 Mô hình hóa quá trình ra quyết định
3.3 Lập trình động ( Dynamic Programming )
  3.3.1. Policy Evaluation - Đánh giá chính sách
  3.3.2. Policy Improvement - Cải thiện chính sách
  3.3.3 Policy Iteration - Lặp chính sách
  3.3.4. Value Iteration - Lặp giá trị
3.4. Phương pháp Monte Carlo
  3.4.1. Nguyên lý của Monte Carlo trong RL
3.4.2. MC First-Visit và Every-Visit
  3.4.3 Ước lượng giá trị hành động
  3.4.4. Cải thiện chính sách bằng MC
  3.4.5. Monte Carlo Control
  3.4.6. Ưu điểm và hạn chế của Monte Carlo
3.5. Q-learning
  3.5.1. Mục tiêu
  3.5.2. Phương trình cập nhật Q-learning
  3.5.3. Đặc điểm quan trọng Off-policy
  3.5.4. Chiến lược chọn hành động
  3.5.5. Thuật toán Q-learning
3.6. DEEP Q-learning
  3.6.1. Ý tưởng chính
  3.6.2. Hàm mất mát trong DQN
  3.6.3. Replay Buffer - Bộ nhớ phát lại
  3.6.4. Cải tiến so với Q-learning
  3.6.5. Thuật toán DQN
  3.6.6. Ứng dụng thực tế của DQN
  3.6.7. Hạn chế và các cải tiến sau này
CHƯƠNG 4: Q-LEARNING CHO BÀI TOÁN ĐIỀU HƯỚNG
4.1. Mô hình bài toán
4.2. Không gian trạng thái và hành động
4.3. Hàm phần thưởng
4.4. Thuật toán Q-learning
4.5. Chiến lược khám phá
4.6. Quy trình cải tạo thuật toán Q-learning
4.7. Phân tích hiệu suất học
4.8. Tổng kết chương
CHƯƠNG 5: KẾT LUẬN



DANH MỤC BẢNG

	Bảng 1
	Giải thích thuật ngữ trong thư viện ROS

	Bảng 2
	Lựa chọn thiết bị thiết kế xe tự hành

	Bảng 3
	Ý nghĩa các trường từ dữ liệu Lidar A1

	Bảng 4
	So sáng Q-learning truyền thống và Deep Q-learning

	Bảng 5
	Ảnh hưởng của tham số tới Robot







DANH  MỤC HÌNH ẢNH
	Hình 1
	Logo nền tảng ROS

	Hình 2
	Các thành phần cơ bản của ROS

	Hình 3
	Trao đổi thông tin giữa các nodes qua Topic

	Hình 4
	Trao đổi thông tin giữa các nodes qua service

	Hình 5
	Mô hình Navigation stack trong ROS

	Hình 6
	Sơ đồ tổng quát hệ thống

	Hình 7
	Động cơ DC giảm tốc JGB37-520

	Hình 8
	Mạch cầu H L298N

	Hình 9
	Rasberry Pi 4

	Hình 10
	Màn hình cảm ứng

	Hình 11
	Cảm biến RP Lidar A1

	Hình 12
	Ảnh minh họa cảm biến Lidar tính toán khoảng cách đến vật

	Hình 13
	Sơ đồ chân cảm biến RP Lidar A1

	Hình 14
	Pin Shang Yi 12V

	Hình 15
	Sơ đồ đấu nối

	Hình 16
	Lưu đồ thuật toán Actor-Critic



DANH MỤC TỪ VIẾT TẮT
	AI
	

	RL
	Reinforcement  - Learning

	ROS
	Robot Operating System

	LIDAR
	Light Detection and Ranging

	R3L
	Real-Time Reinforcement Learning

	MDP
	Markov Decision Process

	DQN
	Deep Q Network

	MC
	Monte Carlo













[bookmark: _Toc134516913][bookmark: _Toc134525427][bookmark: _Toc164306074][bookmark: _Toc164365503][bookmark: _Toc164305129]CHƯƠNG 1. TỔNG QUAN ĐỀ TÀI
1.1. [bookmark: _Toc164306075][bookmark: _Toc164365504][bookmark: _Toc164305130]Tình hình nghiên cứu
Trong những năm gần đây, lĩnh vực robot di động đã thu hút sự quan tâm mạnh mẽ từ cộng đồng nghiên cứu nhờ vào tiềm năng ứng dụng rộng rãi trong nhiều lĩnh vực của đời sống, như tự động hóa kho bãi, robot dịch vụ và phương tiện tự hành. Một trong những bài toán then chốt trong lĩnh vực này là điều hướng robot trong môi trường có chứa nhiều vật cản, nơi mà robot không chỉ cần di chuyển từ vị trí xuất phát đến đích mà còn phải đảm bảo tính an toàn, hiệu quả và khả năng thích nghi với môi trường thay đổi. Giải quyết hiệu quả bài toán điều hướng không những góp phần nâng cao hiệu suất vận hành của robot mà còn đóng vai trò nền tảng cho việc phát triển các hệ thống robot thông minh trong tương lai.
	Trong lĩnh vực Trí tuệ nhân tạo (AI), Học tăng cường (Reinforcement Learning – RL) đang nổi lên như một hướng tiếp cận rất tiềm năng để giải các bài toán về tối ưu hóa, điều khiển và ra quyết định. RL không chỉ là một nhánh nhỏ của học máy (machine learning), mà còn là một cách tiếp cận hoàn toàn mới giúp máy móc có thể tự học cách hành động hiệu quả mà không cần con người lập trình chi tiết từng bước.
Ý tưởng của học tăng cường được lấy cảm hứng từ cách mà sinh vật sống học hỏi từ môi trường xung quanh: thử – sai – rút kinh nghiệm – làm lại. Một con robot hoặc phần mềm, sẽ tương tác với môi trường, nhận phản hồi từ những gì nó làm, rồi điều chỉnh hành vi của mình để làm tốt hơn vào lần sau.
Quá trình học của robot trong RL diễn ra theo một vòng lặp đơn giản như sau:
1. Robot xuất hiện trong một trạng thái tĩnh của môi trường.
2. Robot quyết định thực hiện một hành động dựa trên kinh nghiệm đã học được trước đó.
3. Hành động này gây ra một thay đổi trong môi trường.
4. Môi trường phản hồi lại bằng:
Một con số gọi là “phần thưởng” cho biết hành động đó đúng hay sai.
5. Robot dùng thông tin mới này để học và quay lại bước 1.
Vòng lặp tương tác giữa robot và môi trường trong học tăng cường có thể được xem như một hệ thống khép kín, mang đặc điểm tương tự như một hệ thống điều khiển phản hồi. Thay vì lập trình cứng từng hành động cụ thể cho robot, học tăng cường (Reinforcement Learning – RL) cho phép robot tự động khám phá và cải thiện hành vi của mình thông qua quá trình tương tác lặp đi lặp lại với môi trường. Trong mỗi vòng lặp, robot nhận phản hồi dưới dạng phần thưởng từ môi trường dựa trên hành động đã thực hiện, từ đó điều chỉnh chiến lược hành động nhằm tối ưu hóa phần thưởng tích lũy theo thời gian. Cách tiếp cận này mang lại sự linh hoạt, thích nghi và khả năng học hỏi liên tục, đặc biệt hữu ích trong các môi trường phức tạp và khó dự đoán.
Học tăng cường (Reinforcement Learning – RL), đặc biệt là thuật toán Q-learning, đã được áp dụng như một phương pháp không cần mô hình (model-free) để giải quyết bài toán này. Thuật toán Q-learning cho phép robot học cách lựa chọn hành động tối ưu thông qua quá trình thử - sai, nhờ đó dần cải thiện khả năng định hướng trong môi trường hai chiều (2D) có chứa vật cản.
1.2. [bookmark: _Toc164305131][bookmark: _Toc164306076][bookmark: _Toc164365505]Lí do chọn đề tài
· Việc sử dụng thuật toán Q-learning trong mô phỏng đường đi của robot trong môi trường 2D được lựa chọn vì đây là một phương pháp học tăng cường đơn giản, dễ triển khai và phù hợp với các không gian trạng thái nhỏ.
· [bookmark: _Toc164305132][bookmark: _Toc164365506][bookmark: _Toc164306077]Môi trường 2D giúp giảm chi phí tính toán và thời gian thử nghiệm, đồng thời vẫn đảm bảo tính thực tiễn trong việc phát triển hệ thống robot có khả năng tự học cách điều hướng và tránh vật cản.
1.3. Mục tiêu nghiên cứu đề tài
· [bookmark: _Toc164305133][bookmark: _Toc164306078][bookmark: _Toc164365507]Xây dựng và đánh giá một mô hình học tăng cường sử dụng thuật toán Q-learning nhằm giải quyết bài toán điều hướng robot di động trong môi trường hai chiều (2D) có chứa vật cản.
· Nghiên cứu và phân tích chuyên sâu về thuật toán Q-learning để ứng dụng vào bài toán điều khiển và dẫn đường cho xe tự hành trong môi trường phẳng, qua đó nâng cao hiểu biết về khả năng học không cần mô hình (model-free learning) trong robot học.
1.4. Phương pháp nghiên cứu
1.4.1. [bookmark: _Toc164365508][bookmark: _Toc164305134][bookmark: _Toc164306079]Cách thức nghiên cứu
· Khảo sát thực tế, thông qua phương pháp thực nghiệm vận hành sản phẩm để hiệu chỉnh phù hợp.
· Tìm hiểu một số đề tài nghiên cứu khoa học, bài báo liên quan tới sản phẩm.
1.4.2. [bookmark: _Toc164305135][bookmark: _Toc164365509][bookmark: _Toc164306080]Phương tiện nghiên cứu
[bookmark: _Toc164305136][bookmark: _Toc164306081][bookmark: _Toc164365510]Trong quá trình thực hiện đề tài, nhóm nghiên cứu sử dụng các công cụ và nền tảng phần mềm sau:
·  	Hệ điều hành Ubuntu: Đây là một hệ điều hành mã nguồn mở phổ biến, được sử dụng rộng rãi trong lĩnh vực nghiên cứu và phát triển hệ thống robot nhờ tính ổn định, linh hoạt và khả năng tương thích cao với các thư viện mã nguồn mở. Ubuntu cung cấp môi trường lý tưởng để tiến hành các mô phỏng thuật toán và xử lý dữ liệu cảm biến trong thời gian thực.
·  	Nền tảng Robot Operating System (ROS): ROS là một framework phần mềm mạnh mẽ, đóng vai trò trung gian trong việc kết nối và điều phối hoạt động giữa các thành phần phần mềm và phần cứng trong hệ thống robot. Nền tảng này hỗ trợ các chức năng như truyền nhận dữ liệu cảm biến, điều khiển động cơ, xử lý hình ảnh và tích hợp thuật toán dẫn đường, đồng thời cho phép xây dựng và mở rộng hệ thống robot một cách linh hoạt, modular.
1.5. Đối tượng và phạm vi nghiên cứu
1.5.1. [bookmark: _Toc164305137][bookmark: _Toc164306082][bookmark: _Toc164365511]Đối tượng nghiên cứu
· [bookmark: _Toc164365512][bookmark: _Toc164305138][bookmark: _Toc164306083]	 Nghiên cứu cấu tạo, nguyên lý vận hành của xe tự hành;
·  	Nghiên cứu lập trình giao tiếp với module cảm biến RPLIDAR;
·  	Nghiên cứu xây dựng bản đồ trên môi trường ROS;
·  	Nghiên cứu thuật toán Reinforcement Learning áp dụng trong việc xây dựng quỹ đạo đường đi trên xe tự hành;
1.5.2. Phạm vi nghiên cứu
· Nghiên cứu sử dụng tại phòng thí nghiệm Bộ môn Cơ điện tử, Trường Đại học Thủy Lợi.
· Nghiên cứu mô hình theo phương pháp thực nghiệm

[bookmark: _Toc164306084][bookmark: _Toc134525428][bookmark: _Toc134516914][bookmark: _Toc164305139][bookmark: _Toc164365513]

CHƯƠNG 2: TỔNG QUAN VỀ XE TỰ HÀNH

Chương này trình bày tổng quan về xe tự hành, bao gồm khái niệm, cấu trúc hệ thống, các phương pháp xây dựng, cũng như những nền tảng phần mềm và công nghệ cốt lõi như ROS (Robot Operating System) – vốn đóng vai trò then chốt trong việc phát triển các chức năng điều hướng, nhận diện môi trường và tương tác giữa phần mềm với phần cứng. Thông qua đó, chương 2 tạo tiền đề lý thuyết cho việc triển khai mô hình thực nghiệm ở các chương tiếp theo.
2.1. Giới thiệu tổng quan về xe tự hành
Xe tự hành sử dụng cảm biến Lidar là một loại xe có khả năng tự định hình và tự điều hướng trong môi trường xung quanh bằng cách sử dụng cảm biến Lidar. Lidar là viết tắt của "Light Detection and Ranging" (phát hiện và đo khoảng cách bằng ánh sáng), và nó là một công nghệ sử dụng tia laser để đo khoảng cách và tạo bản đồ chi tiết của môi trường xung quanh.
Khi được tích hợp vào xe tự hành, cảm biến Lidar giúp xe thu thập thông tin về các vật thể, cấu trúc và địa hình xung quanh nó. Thông tin này sau đó được sử dụng để xây dựng một bản đồ 3D của môi trường và để định vị robot trong không gian.
Các ứng dụng của xe tự hành tự hành sử dụng cảm biến Lidar rất đa dạng, bao gồm xe tự hành giao hàng tự động, xe tự lái, xe tự hành dọn nhà tự động, xe tự hành kiểm tra môi trường, và nhiều ứng dụng khác trong các lĩnh vực công nghiệp, nông nghiệp, y tế và dịch vụ. Cảm biến Lidar giúp xe tự hành tránh vật cản, di chuyển an toàn và hiệu quả trong môi trường đa dạng và thay đổi
2.2. Cấu tạo của 1 hệ thống xe tự hành
Một hệ thống xe tự hành điển hình được cấu thành từ nhiều phân hệ tích hợp chặt chẽ, nhằm đảm bảo khả năng nhận biết môi trường, ra quyết định và điều khiển chuyển động một cách tự động và an toàn. Cấu trúc tổng thể của hệ thống bao gồm các thành phần chính sau:
1, Hệ thống cảm biến:
· LIDAR (Light Detection and Ranging): Cảm biến chính giúp thu thập thông tin về khoảng cách và hình dạng của các đối tượng xung quanh bằng cách sử dụng tia laser.
· Cảm biến siêu âm và radar: Bổ sung dữ liệu về khoảng cách ngắn và tốc độ của các vật thể gần.
2, Hệ thống xử lý trung tâm:
· Bộ xử lý chính (Main Processing Unit): Thực hiện các tác vụ xử lý tín hiệu cảm biến, điều hướng, nhận dạng và lập kế hoạch chuyển động.
· Bộ điều khiển vi mô: Quản lý các tín hiệu điều khiển cấp thấp, như tốc độ và hướng di chuyển của động cơ.
3, Hệ thống định vị và lập bản đồ
· GPS hoặc hệ thống định vị nội bộ: Cung cấp thông tin vị trí tuyệt đối hoặc tương đối trong không gian.
· Bản đồ 2D/3D: Dữ liệu không gian phục vụ định vị và lập kế hoạch đường đi.
4, Hệ thống truyền động và cơ khí:
· Khung xe: Là nền tảng cơ học chịu tải toàn bộ hệ thống, đảm bảo độ bền và tính ổn định.
· Hệ thống bánh xe và động cơ: Chịu trách nhiệm chuyển động và điều hướng, thường đi kèm với bộ mã hóa (encoder) để phản hồi vị trí và tốc độ.
5, Hệ thống nguồn và quản lý năng lượng:
· Nguồn cấp: Có thể là pin lithium hoặc nguồn DC, đảm bảo cung cấp điện cho toàn bộ hệ thống.
· Hệ thống làm mát: Đảm bảo các thiết bị điện tử hoạt động ổn định trong thời gian dài.
6, Hệ thống điều khiển và liên lạc:
· Mạng nội bộ và giao tiếp không dây: Cho phép trao đổi dữ liệu giữa các thành phần, cũng như điều khiển từ xa.
· Giao diện người – máy (HMI): Cho phép giám sát, cấu hình và điều khiển hệ thống khi cần thiết.
7, Hệ thống an toàn:
· Cảm biến giới hạn: Ngăn ngừa va chạm và đảm bảo robot dừng lại trong các tình huống khẩn cấp.
· Bộ xử lý tình huống nguy hiểm: Tự động đánh giá và phản ứng với các điều kiện không an toàn.
2.3. [bookmark: _Toc164305140][bookmark: _Toc164365514][bookmark: _Toc164306085]Hệ điều hành và nguyên lý hoạt động của hệ điều hành
Nền tảng ROS
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Hình 1. Logo nền tảng ROS
Robot Operating System (ROS) là một nền tảng mã nguồn mở cung cấp hệ thống thư viện và công cụ hỗ trợ phát triển các ứng dụng robot. ROS cho phép lập trình, mô phỏng, điều khiển và giao tiếp giữa phần mềm với phần cứng một cách hiệu quả. Nhờ cấu trúc dạng mạng lưới node, mỗi thành phần trong hệ thống robot có thể được phát triển độc lập bằng nhiều ngôn ngữ khác nhau như C++, Python, v.v.
ROS được thiết kế tối ưu để hoạt động trên hệ điều hành Ubuntu, với khả năng mở rộng cao và hỗ trợ tốt cho các mô-đun xử lý dữ liệu cảm biến, định vị, điều hướng và lập bản đồ.
Ưu điểm nổi bật của ROS:
·  	Cấu trúc nhỏ gọn, dễ tích hợp.
·  	Hỗ trợ đa ngôn ngữ lập trình (C++, Python, Lisp,...).
·  	Dễ kiểm thử và giám sát hệ thống.
·  	Hệ sinh thái phong phú, cho phép tùy biến theo từng loại robot.
2.4. Cấu trúc thư mục và một số thuật ngữ trong ROS
2.4.1. Cấu trúc thư mục trong ROS
Trong ROS, phần mềm được tổ chức theo dạng package – là đơn vị chứa toàn bộ mã nguồn, cấu hình và tài nguyên liên quan đến một chức năng cụ thể.
Cấu trúc cơ bản của một package gồm:
· package.xml: Thông tin mô tả gói (tên, phiên bản, phụ thuộc,...).
· CMakeLists.txt: Tệp cấu hình biên dịch.
· src/: Mã nguồn chương trình (C++, Python,...).
· launch/: Các tệp khởi chạy hệ thống.
· msg/ và srv/: Định nghĩa định dạng dữ liệu trao đổi qua topic hoặc service.
· config/: Các tệp tham số cấu hình (.yaml).
· include/: Tệp tiêu đề dùng trong C++ (nếu có).
Cách tổ chức giúp phát triển hệ thống robot một cách rõ ràng, mô-đun và dễ mở rộng.
2.4.2. Một số thuật ngữ trong ROS
Các thành phần cơ bản của ROS
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Hình 2. Các thành phần cơ bản của ROS

Bảng 1: Giải thích thuật ngữ trong thư viện ROS
[image: ]

2.4.3. Trao đổi thông tin trong ROS
Để các nodes trong ROS có thể trao đổi thông tin với nhau qua topics thì các node phải khai báo với ROS master. Thông thường, một node có vai trò đẩy thông tin lên topic và nhiều node sẽ đăng ký nhận thông tin từ node đó. Để một node có thể gửi thông tin lên một topic, node đó phải đăng ký thông tin tên topic mà nó muốn gửi thông tin lên, cùng với định dạng dữ liệu mà node muốn đẩy lên topic đó. Tương tự, để một node có thể đăng ký để nhận thông tin từ một topic, node đó cần đăng ký tên topic mà nó muốn nhận thông tin, đồng thời chỉ định định dạng dữ liệu mà nó mong đợi nhận về từ topic, cũng như hàm mà nó sẽ sử dụng để xử lý dữ liệu mới nhận được từ topic đó.
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Hình 3. Trao đổi thông tin giữa các nodes qua topic
2.4.4. Trao đổi thông tin giữa các nodes qua services
Để trao đổi thông tin giữa các node thông qua service trong ROS, cần có một nodes đóng vai trò là service để xử lý các yêu cầu từ các nodes khác. Tương tự như topic, nodes đóng vai trò là service cũng cần đăng ký với ROS master, bao gồm tên của service, kiểu dữ liệu service mà nó sẽ nhận và hàm xử lý tính toán để trả về các yêu cầu.
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Hình 4. Trao đổi thông tin giữa các nodes qua services
2.5. ROS Navigation Stack
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Hình 5. Mô hình Navigation stack trong ROS
· ROS Navigation Stack là một bộ công cụ trong ROS được phát triển để cung cấp tính năng điều hướng tự động cho robot di động trong môi trường đã biết. Nó cho phép robot thu thập thông tin và dữ liệu từ odometry, các cảm biến (sensor) và điểm mục tiêu (goal pose).
· Sau đó, Navigation Stack tiến hành xử lý thông tin này và tạo ra các lệnh vận tốc để điều khiển robot di chuyển. Hình 1.5 cung cấp cái nhìn tổng quan về cách cài đặt cũng như các thành phần có trong Navigation Stack, bao gồm: move_base: Đây là package chính của Navigation Stack và chịu trách nhiệm chính cho việc lập kế hoạch đường đi và điều khiển chuyển động của robot. Nó sử dụng một cấu trúc điều khiển điểm đến (goal-based control) để tạo ra một đường đi an toàn và hiệu quả từ vị trí hiện tại của robot đến mục tiêu.
· amcl (Adaptive Monte Carlo Localization): Package này thực hiện việc xác định vị trí (localization) của robot trong bản đồ đã biết bằng cách sử dụng một bộ lọc hạt (particle filter). AMCL sẽ cập nhật vị trí ước tính của robot dựa trên dữ liệu từ cảm biến và lấy mẫu lại các hạt để tăng độ chính xác của ước tính.
· global_planner: Đây là một local planner dùng để lập kế hoạch đường đi toàn cầu. Nó sử dụng các thuật toán như Dijkstra hoặc A* để tạo ra một đường đi từ điểm bắt đầu đến điểm đích trên bản đồ.
· local_planner: Đây là một local planner dùng để lập kế hoạch đường đi cục bộ. Nó xác định các tuyến đường ngắn nhất và an toàn từ vị trí hiện tại đến điểm tiếp theo trên đường đi toàn cầu.
· costmap_2d: Package này tạo ra một bản đồ chi phí 2D dựa trên dữ liệu từ cảm biến, nhằm đại diện cho các vùng an toàn và vùng cấm của môi trường. Costmap được sử dụng để lập kế hoạch đường đi an toàn cho robot.
Một số yêu cầu bắt buộc về phần cứng như sau:
· Để sử dụng Navigation stack trong ROS, cảm biến laser scan là một phần quan trọng.
· Cảm biến laser scan được gắn lên robot để thu thập thông tin về môi trường xung quanh. Nó cung cấp dữ liệu về khoảng cách từ robot đến các vật thể trong phạm vi quét của laser. Với dữ liệu từ cảm biến laser scan, Navigation stack có thể thực hiện các chức năng quan trọng như xây dựng bản đồ (mapping), định vị (localization) và phát hiện vật cản.
· Navigation Stack được phát triển trên robot có dạng vuông, vì vậy để đạt được hiệu năng tốt nhất thì dạng robot nên là hình tròn hoặc hình vuông. Tuy nhiên, Navigation Stack vẫn có thể áp dụng cho robot với hình dạng khác, ta có thể khai báo một bán kính ngoại tiếp với hình dạng của robot để đảm bảo robot di chuyển và tránh được vật cản, tuy nhiên sẽ khó khăn với những robot có kích thước lớn khi làm việc trong những không gian hẹp.

2.6. Sơ đồ tổng quát hệ thống
Xe tự hành trong nhà là một hệ thống được thiết kế gồm có khung cơ khí, các ngoại vi và mạch điều khiển đáp ứng các yêu cầu xử lí cảm biến, tự hành tránh vật cản và điều khiển từ xa.
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Hình 6. Sơ đồ tổng quát hệ thống
2.7. Lựa chọn thiết bị


	Tên thiết bị
	Số lượng

	Khung xe
	1

	Động cơ DC có encoder
	2

	Bánh xe đa hướng
	2

	Cảm biến RPLIDAR A1M8
	1

	Vi điều khiển ( Arduino Nano
	1

	Mạch cầu H để điều khiển động cơ
	1

	Nguồn điện 12V
	1

	Nguồn điện 5V
	1

	Nút ấn khởi động
	1

	Máy tính nhúng Rasberry Pi 4 Model B
	1

	Màn hình cảm ứng 7’’ DSI
	1

	Module hạ áp 5A XL4015 DC - DC
	1



2.7.1 Thiết kế Khung Xe
Khung xe được cấu tạo từ hai tầng vật liệu Mica (dày 5mm) do đặc tính nhẹ (bằng ½ tỉ trọng thủy tinh), khả năng chịu lực, chịu nhiệt, kháng hóa chất (xăng dầu) và chi phí kinh tế. Thiết kế khung tích hợp các lỗ định vị sẵn cho các thành phần cơ khí.
2.7.2 Lựa chọn Động cơ DC
Động cơ DC giảm tốc được chọn để cung cấp momen xoắn cao, phù hợp với yêu cầu tải trọng của xe tự hành. Encoder, tích hợp để phản hồi thông tin vận tốc và vị trí, được sử dụng. Loại encoder tương đối, với tín hiệu A/B lệch pha, cho phép xác định cả tốc độ và chiều quay. Động cơ DC giảm tốc JGB37-520 được lựa chọn.

[image: IMG_256]
Hình 7. Động cơ DC giảm tốc JGB37-520

2.7.3 Điều khiển Động cơ mạch cầu H L298N
Mạch cầu H là thành phần thiết yếu để điều khiển chiều và tốc độ động cơ thông qua đảo chiều và điều chỉnh cường độ dòng điện. Các khóa điện tử (BJT hoặc MOSFET) thay thế khóa điện cơ học. MOSFET được ưu tiên do trở kháng vào cao, khả năng chịu dòng và độ ổn định nhiệt. Module L298N được chọn làm cầu H điều khiển.
[image: IMG_256]
Hình 8. Mạch cầu H L298N
2.7.4 Vi điều khiển: Arduino Nano
Arduino Nano, dựa trên ATmega328P, được sử dụng làm vi điều khiển. Với kích thước nhỏ gọn, tương thích breadboard, và khả năng lập trình trực tiếp, nó cung cấp hiệu năng tương đương Arduino Uno trong một thiết kế tiết kiệm không gian.
2.7.5 Máy tính Nhúng: Raspberry Pi 4
Raspberry Pi 4, một máy tính nhúng mạnh mẽ, được trang bị CPU lõi tứ ARM Cortex-A72 64-bit, tùy chọn RAM (2GB, 4GB, 8GB), và các cổng kết nối đa dạng (HDMI, USB, Ethernet, GPIO). Nó hỗ trợ hiển thị 4K, kết nối mạng tốc độ cao (Gigabit Ethernet, Wi-Fi 802.11ac, Bluetooth 5.0) và chạy nhiều hệ điều hành (Raspbian, Ubuntu, Linux). Raspberry Pi 4 đảm nhận vai trò xử lý trung tâm và điều khiển cấp cao.
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Hình 9. Rasberry Pi 4
2.7.6 Màn hình Cảm ứng
Màn hình cảm ứng điện dung 7" (độ phân giải 800x480) được sử dụng cho giao diện người dùng. Kết nối qua bo mạch điều khiển và cổng DSI của Raspberry Pi, nó hỗ trợ cảm ứng đa điểm (10 ngón) và tích hợp bàn phím ảo trong Raspberry Pi OS.
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Hình 10. Màn hình cảm ứng
2.7.7 Cảm biến RPLidar
[image: A black and silver device
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Hình 11. Cảm biến RPLidar A1
1. Nguyên lý hoạt động:
Time of Flight (ToF): Cảm biến Lidar sử dụng kỹ thuật ToF để đo khoảng cách. Nó phát ra một xung laser ngắn và đo thời gian mà xung này mất để phản xạ từ vật thể trở lại cảm biến. Thời gian này tỉ lệ thuận với khoảng cách đến vật thể.   
Hệ thống quét: Để quét môi trường xung quanh, RP Lidar A1M8 tích hợp một hệ thống gương quay. Gương này quay liên tục, hướng tia laser theo các góc khác nhau, cho phép cảm biến thu thập dữ liệu 360 độ.   
Tính toán khoảng cách: Khoảng cách đến vật thể được tính toán dựa trên công thức:

 	Trong đó:
· d: khoảng cách tới vật thể
· c: tốc độ ánh sáng
· t: thời gian di chuyển
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Hình 12. Ảnh minh họa cảm biến Lidar tính toán khoảng cách đến vật
2. Thông số kỹ thuật mở rộng: 
· Phạm vi đo: Phạm vi đo của RP Lidar A1M8 là từ 0.15m đến 12m, nhưng phạm vi này có thể thay đổi tùy thuộc vào điều kiện phản xạ của bề mặt vật thể.   
· Tốc độ quét và độ phân giải góc: Tốc độ quay của cảm biến ảnh hưởng đến độ phân giải góc của dữ liệu quét. Khi tốc độ quay tăng, độ phân giải góc giảm và ngược lại.   
· Độ chính xác: Độ chính xác của phép đo khoảng cách cũng thay đổi theo khoảng cách. Cảm biến có độ chính xác cao hơn ở khoảng cách gần.   
3. Dữ liệu đầu ra chi tiết:
· Mỗi lần quét của Lidar tạo ra một khung dữ liệu chứa thông tin về môi trường xung quanh.   
· Thông tin này bao gồm góc đo của từng điểm, khoảng cách đến vật thể tại điểm đó và chỉ số chất lượng của dữ liệu.   
· Chỉ số chất lượng có thể cho biết độ tin cậy của phép đo.   
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Hình 13. Sơ đồ chân cảm biến RPLidar A1

4. Ứng dụng cụ thể:
Ngoài các ứng dụng đã nêu, RP Lidar A1M8 còn được sử dụng trong các ứng dụng như: 
· Điều hướng robot trong kho hàng
· Giám sát an ninh
· Mô hình hóa 3D
2.7.8 Nguồn cấp
Nguồn cấp điện cho raspberry và cảm biến: 
Vì raspberry pi 4 sử dụng nguồn 5V nên để cấp nguồn cho raspberry ta dùng pin 12V shang yi cấp nguồn cho raspberry thông qua một module hạ áp 5A XL 4015 DC-DC xuống 5V
[image: ]
Hình 14. Pin Shang Yi 12V
2.8. Sơ đồ đấu nối
[image: A diagram of a computer
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Hình 15. Sơ đồ đấu nối
2.9. LIDAR lấy và xử lý dữ liệu
2.9.1. Cách lidar lấy dữ liệu 
Bước 1: Kết nối phần cứng
· Kết nối RPLIDAR A1M8 với máy tính hoặc Rasberry Pi 4 thông qua cổng USB (thường là /dev/ttyUSB0)
· Đảm bảo nguồn cấp ổn định 5V để motor quay và cảm biến hoạt động
Bước 2: Cài đặt driver ROS
· Cài gói điều khiển RPLIDAR phù hợp với phiên bản ROS đang sử dụng (rplidar_ros)
Bước 3: Khởi chạy node driver
· Sử dụng file launch mẫu hoặc tạo riêng để khởi động cảm biếnroslaunch rplidar_ros rplidar.launch

	
· Node này sẽ khởi tạo kết nối serial với LIDAR và bắt đầu xuất bản dữ liệu lên topic /scan dưới dạng massage sensor_msgs/LaserScan
Bước 4: Hiển thị dữ liệu quét bằng RViz
· Mở RViz để trực quan hóa dữ liệu
· Thêm hiểm thị loại LaserScan, chọn topic /scan
Bước 5: Tích hợp với các gói SLAM hoặc Navigation
· Dữ liệu từ /scan có thể sử dụng để:
· Vẽ bản đồ với Gmapping (SLAM)
· Điều hướng với Navigation Stack
·     Dữ liệu xuất bản
· Mỗi vòng quét, cảm biến gửi về một bản tin LaserScan gồm
· Góc quét (angle_min, angel_max)
· Bước quét (angle_incerment)
· Mảng khoảng cách đo (ranges[])
· Thời gian quét, cường độ phản xạ ( intensities[] , nếu có )
2.9.2. Dữ liệu thu về từ lidar 
· Dữ liệu thu về từ cảm biến RP LIDAR A1M8 trong môi trường ROS là kiểu dữ liệu LaserScan, cụ thể là sensor_msgs/LaserScan – một message chuẩn của ROS dùng cho dữ liệu quét laser 2D.
· Kiểu dữ liệu: sensor_msgs/LaserScan
· Cấu trúc của message LaserScan:

	Trường
	Ý nghĩa

	Header
	Thông tin về thời gian và frame

	Angle_min
	Góc bắt đầu quét (radian)

	Angle_max
	Góc kết thúc quét

	Angle_increment
	Bước góc giữa các tia laser

	Time_increment
	Thời gian giữa hai tia liên tiếp

	Scan_time
	Tổng thời gian cho một vòng quét

	Range_min
	Khoảng cách tối thiểu mà lidar có thể đo

	Range_max
	Khoảng cách tối đa

	Ranges[]
	Mảng khoảng cách đo được tại mỗi tia ( phần quan trọng nhất )

	Intensities[]
	Mảng độ phản xạ(optional- với RP LIDAR có thể có hoặc không)



2.10. Cách bóc tách dữ liệu từ bản tin LIDAR về bộ điều khiển
Quy trình bóc tách dữ liệu từ bản tin Lidar về bộ điều khiển
· ROS đọc dữ liệu LIDAR từ topic /scan.
· Lấy giá trị ranges[] tại góc mong muốn.
· Gửi giá trị đó qua Serial về bộ điều khiển.
· Bộ điều khiển nhận và xử lý dữ liệu để điều hướng.
2.11. Các thuật toán dẫn đường ứng dụng trong LIDAR
Dẫn đường (navigation) là một trong những nhiệm vụ quan trọng nhất trong robot di động. Dưới đây là các thuật toán dẫn đường robot phổ biến đã được sử dụng, kèm theo nguyên lý hoạt động chi tiết, ưu điểm và nhược điểm để bạn có cái nhìn tổng quan và dễ lựa chọn cho từng ứng dụng cụ thể.
2.11.1. Dijkstra Algorithm
	Nguyên lý hoạt động:
· Là thuật toán tìm đường đi ngắn nhất từ một đỉnh đến các đỉnh còn lại trong đồ thị không có trọng số âm.
· Dựa trên việc mở rộng dần từ điểm bắt đầu, cập nhật chi phí đi đến từng đỉnh lân cận nếu tìm được đường đi ngắn hơn.
· Phù hợp cho bản đồ dạng lưới (grid map) hoặc đồ thị (graph).
Ưu điểm:
· Đảm bảo tìm ra đường đi ngắn nhất (tối ưu).
· Ổn định, dễ cài đặt.
Nhược điểm:
· Tốc độ chậm nếu bản đồ lớn vì phải xét tất cả các đỉnh.
· Không sử dụng heuristic → kém hiệu quả hơn A* trong nhiều trường hợp.
· Không linh hoạt với môi trường thay đổi liên tục
2.11.2. A* (A Star Algorithm)
Nguyên lý hoạt động:
· Là thuật toán cải tiến của Dijkstra, sử dụng thêm hàm heuristic (ước lượng) để dẫn đường nhanh hơn.
· Tổng chi phí tại mỗi điểm: 
f(n) = g(n) + h(n)
·  g(n): chi phí từ điểm xuất phát đến điểm hiện tại
·  h(n): ước lượng chi phí từ điểm hiện tại đến đích (ví dụ: khoảng cách Euclid)
· Ưu điểm:
· Nhanh hơn Dijkstra nhờ sử dụng heuristic.
· Tìm đường đi ngắn nhất, nếu heuristic phù hợp.
· Dễ sử dụng trên lưới hoặc bản đồ lưới LIDAR.
· Nhược điểm:
· Hiệu quả phụ thuộc vào hàm heuristic.
· Cần tính toán nhiều, chưa lý tưởng trong môi trường động nếu không tối ưu.

CHƯƠNG 3: HỌC TĂNG CƯỜNG VÀ THUẬT TOÁN 
Q-LEARNING
Các thuật toán điều hướng truyền thống như A*, Dijkstra thường dựa trên mô hình hóa rõ ràng môi trường và quy tắc vận hành. Tuy hiệu quả trong nhiều bài toán định hướng, các phương pháp này còn hạn chế trong môi trường phi tuyến, thay đổi liên tục hoặc yêu cầu khả năng tự thích nghi cao – những tình huống mà robot cần đưa ra quyết định trong điều kiện không chắc chắn và không thể lập trình sẵn mọi kịch bản.
Trong bối cảnh đó, học tăng cường (Reinforcement Learning) mang lại một hướng tiếp cận mới mẻ và đầy tiềm năng. Thay vì lập trình cố định, robot học thông qua tương tác với môi trường để tối ưu hành vi dựa trên phần thưởng nhận được. Trong số các thuật toán thuộc nhóm không mô hình, Q-learning nổi bật nhờ tính đơn giản, khả năng triển khai hiệu quả trong không gian rời rạc và không cần biết trước động lực học. Chương này sẽ trình bày nguyên lý của học tăng cường và thuật toán Q-learning, từ đó làm cơ sở cho việc xây dựng mô hình robot tự hành có khả năng học hỏi và thích nghi trong môi trường có chứa vật cản.

3.1. Các phương pháp học tăng cường (Reinforcement Learning Methods)
Học tăng cường là một khung học máy nơi một robot học cách đưa ra quyết định thông qua tương tác với môi trường nhằm tối đa hóa phần thưởng tích lũy. Có hai phân loại lớn trong học tăng cường:
· Model-Free Reinforcement Learning: Robot học trực tiếp từ trải nghiệm mà không cần biết mô hình động học của môi trường.
· Model-Based Reinforcement Learning: Robot học được mô hình môi trường (hàm chuyển trạng thái và hàm phần thưởng) và sử dụng mô hình đó để lên kế hoạch hành động.
3.1.1. Model-Free Methods
Các phương pháp model-free không yêu cầu biết trước mô hình môi trường. Chúng được chia thành ba nhóm chính:
a) Value-Based Methods
Mục tiêu là học hàm giá trị trạng thái-hành động , thể hiện giá trị kỳ vọng của việc thực hiện hành động tại trạng thái , sau đó đi theo chính sách hiện tại. Phương pháp điển hình là Q-learning.
Q- learning update rule:

· : hệ số học (learning rate)
· : hệ số chiết khấu phần thưởng tương lai
· : phần thưởng nhận được sau hành động 
Thuật toán này cập nhật giá trị Q cho từng cặp (s,a) thông qua trải nghiệm, và chọn hành động tốt nhất bằng hàm arg .
b) Policy-Based Methods
Policy-Based Methods là một nhóm thuật toán trong Reinforcement Learning (học tăng cường), mà mục tiêu chính là học trực tiếp cách hành động, tức là học chính sách hành động (policy) cho robot.
Nói đơn giản hơn:
· Trong mỗi tình huống (trạng thái), policy sẽ quyết định nên chọn hành động nào.
· Mấy phương pháp này không cần xây dựng bảng Q (Q-table), cũng không cần đoán giá trị tương lai như mấy thằng value-based.
· Thay vào đó, nó sẽ học trực tiếp một hàm (hoặc mạng neural) để cho ra hành động tốt nhất tương ứng với mỗi trạng thái.
Mục tiêu là tối đa hóa phần thưởng kỳ vọng:

Gradient của hàm mục tiêu theo phương pháp REINFORCE:

Thuật toán này đặc biệt phù hợp với không gian hành động liên tục và các bài toán mà chính sách không dễ suy ra từ giá trị Q
c) Actor-Critic Methods
[image: A diagram of a function
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Hình 15. Lưu đồ thuật toán Actor-Critic Methods
Kết hợp ưu điểm của hai phương pháp trên:
· Actor: học chính sách 
· Critic: học giá trị trạng thái hoặc 
Critic đánh giá hành động mà Actor chọn, để Actor cập nhật chính sách tốt hơn.
Gradient của Actor được điều chỉnh theo lợi thế (Advantage Function):

Các thuật toán tiêu biểu: A2C (Advantage Actor Critic), A3C (Asynchronous A2C), DDPG (Deep Deterministic Policy Gradient), SAC (Soft Actor-Critic).
3.1.2. Model-Based Methods
Model-Based RL sử dụng mô hình môi trường gồm hàm chuyển trạng thái và hàm phần thưởng [image: wps]. Có hai hướng tiếp cận:
· Được cung cấp mô hình: sử dụng trực tiếp trong các thuật toán lập kế hoạch như Value Iteration hoặc Policy Iteration
· Học mô hình từ dữ liệu: sau đó sử dụng mô hình này để mô phỏng và cải thiện chính sách.
Ưu điểm:
· Cần ít trải nghiệm thực tế hơn → hiệu quả cao trong môi trường tốn kém hoặc nguy hiểm
· Cho phép lập kế hoạch dài hạn và tưởng tượng các kết quả tương lai
Nhược điểm:
· Việc học mô hình chính xác rất khó trong môi trường nhiễu hoặc phi tuyến tính cao
Một số thuật toán nổi bật:
· Dyna-Q: kết hợp Q-learning với học mô hình
· World Models: học mô hình môi trường bằng mạng nơ-ron
· MuZero (DeepMind): học mô hình ẩn và sử dụng để lập kế hoạch
3.1.3 Học tăng cường trong Robotics
Việc đưa RL từ mô phỏng sang thế giới thực gặp nhiều thách thức kỹ thuật. Dưới đây là những vấn đề phổ biến trong robot học tăng cường:
a) Curse of Dimensionality
Trong các bài toán điều khiển robot, không gian trạng thái thường rất lớn và phức tạp. Nguyên nhân là vì robot được trang bị nhiều loại cảm biến khác nhau như LIDAR (quét khoảng cách), camera (thị giác), IMU (cảm biến chuyển động),… Mỗi cảm biến này tạo ra rất nhiều dữ liệu, làm cho đầu vào của hệ thống học tăng cường trở nên có hàng trăm, thậm chí hàng ngàn chiều.
Trong học tăng cường, có một cách phổ biến để lưu trữ kinh nghiệm của robot, gọi là bảng Q (Q-table). Đây là một cái bảng chứa các giá trị Q, dùng để đánh giá mức độ tốt/xấu của một hành động trong một trạng thái cụ thể. Robot sẽ tra bảng này để biết nên làm gì trong từng tình huống.
Nhưng vấn đề là: càng nhiều trạng thái thì bảng Q càng to, thậm chí lớn đến mức không thể lưu nổi trong bộ nhớ máy tính, hoặc phải mất rất nhiều thời gian mới học xong tất cả.
Vì vậy, khi không gian trạng thái quá lớn (gọi là “lời nguyền của chiều không gian”), cách dùng bảng Q truyền thống không còn hiệu quả nữa.
Để khắc phục, ta cần dùng các hàm xấp xỉ – thay vì lưu từng giá trị Q cụ thể, ta dùng một mô hình (thường là mạng nơ-ron sâu) để ước lượng giá trị Q cho bất kỳ trạng thái nào. Điều này giúp giảm kích thước lưu trữ và cho phép robot học hiệu quả hơn trong môi trường có nhiều đầu vào phức tạp.
b) Sim-to-Real Gap (Khoảng cách từ mô phỏng đến thực tế)
Môi trường mô phỏng lý tưởng không bao giờ giống hoàn toàn thực tế: ma sát, nhiễu cảm biến, sai số động học... làm cho chính sách học trong mô phỏng hoạt động kém ngoài đời thực.
Giải pháp:
· Domain Randomization: ngẫu nhiên hóa các thông số vật lý trong mô phỏng để tăng khả năng tổng quát
· Transfer Learning: học chính sách trong mô phỏng rồi tinh chỉnh bằng dữ liệu thực 
· Sample Efficiency (Hiệu quả mẫu)
Một trong những hạn chế lớn của học tăng cường truyền thống là rất “hao dữ liệu” – tức là nó cần hàng triệu lần thử nghiệm, tương tác với môi trường thì mới học được chính sách hành động tốt.
Vấn đề này có thể chấp nhận được khi chạy mô phỏng trên máy tính, nơi robot ảo có thể va vào tường, làm sai, làm lại bao nhiêu lần cũng được. Nhưng với robot thật, chuyện đó không khả thi.
Lý do là vì:
· Thời gian có hạn: robot thật không thể chạy liên tục hàng tuần để học như trong mô phỏng.
· Hao pin: mỗi lần thử là một lần tốn năng lượng.
· Dễ hư hỏng: nếu robot thật cứ thử – sai liên tục, va chạm hàng ngàn lần, nó sẽ nhanh chóng bị hỏng cơ khí hoặc cảm biến.
Hiệu quả mẫu (sample efficiency) trở thành một yếu tố cực kỳ quan trọng. Một thuật toán RL tốt trong thực tế phải học được chính sách hiệu quả chỉ với ít lượt tương tác nhất có thể – để giảm thiểu rủi ro và tiết kiệm tài nguyên.
c) Learning Safety – Đảm bảo an toàn trong quá trình học của Robot
Trong học tăng cường, robot thường được khuyến khích tự khám phá hành động mới, để học được nhiều cách xử lý khác nhau cho một tình huống. Tuy nhiên, việc cho robot “tự do khám phá” như vậy lại tiềm ẩn rất nhiều nguy cơ mất an toàn, nhất là khi áp dụng trên robot thật.
Ví dụ, trong quá trình học:
· Robot có thể đâm vào tường, ngã xuống cầu thang, hoặc thậm chí gây hư hỏng linh kiện.
· Nếu robot liên quan đến điện, nhiệt hay cơ cấu động lực mạnh, việc thử sai không kiểm soát có thể dẫn đến cháy nổ, chập mạch hoặc gây nguy hiểm cho con người.
Do đó, vấn đề an toàn khi học là ưu tiên hàng đầu khi triển khai RL trên phần cứng thực tế.
Các giải pháp để đảm bảo an toàn
1. Áp dụng ràng buộc vào hành vi robot (Constraint RL):
- Thay vì cho robot tự do làm bất cứ điều gì, ta đặt ra các giới hạn hành động ngay từ đầu. Ví dụ, không được đi quá gần mép bàn, không được tăng tốc quá mức,…
2. Thiết lập “vùng an toàn” (Safety Zones):
- Ta có thể định nghĩa sẵn các khu vực nguy hiểm (như khu vực có bậc thang, vật dễ vỡ, thiết bị điện...), rồi cấm robot đi vào các vùng đó trong khi học.
3. Cải tạo robot trong môi trường mô phỏng trước (Sim-to-Real):
- Thay vì cho robot thật học từ đầu, ta đào tạo nó trong môi trường mô phỏng (giống như game), rồi sau đó chuyển chính sách đã học sang robot thật. Cách này giúp giảm thiểu rủi ro trong giai đoạn thử nghiệm thực tế.
e) R3L – Học tăng cường trong thế giới thực, thời gian thực
- Khái niệm R3L (Real-World, Real-Time Reinforcement Learning) nhấn mạnh một điều rất quan trọng: học tăng cường không chỉ nên thành công trong mô phỏng, mà phải hoạt động được trong thế giới thực, ngay khi mọi thứ đang diễn ra.
Nói cách khác, robot phải học và thích nghi ngay trong môi trường thực tế, trong thời gian thực, và với dữ liệu hoàn toàn từ thực tiễn, không phải từ mô hình giả lập.
Một hệ thống R3L hiệu quả cần đảm bảo những yếu tố sau:
· Tối ưu hoá nhanh trong thời gian thực (online learning):
Hệ thống phải có khả năng cập nhật chính sách (tức là điều chỉnh hành vi) một cách liên tục và nhanh chóng ngay khi có dữ liệu mới từ môi trường.
· Giảm rủi ro và chi phí khi cải tạo:
Việc học trực tiếp trên robot thật thường tốn kém và dễ gây hư hại. Do đó, hệ thống R3L cần tìm cách học hiệu quả với ít dữ liệu, ít thử sai, để tiết kiệm tài nguyên và tăng độ an toàn.
· Khả năng thích nghi với môi trường thay đổi:
Trong thế giới thực, mọi thứ không cố định – người đi qua, vật thể thay đổi, pin yếu dần,… R3L đòi hỏi hệ thống có khả năng tự điều chỉnh chính sách khi môi trường xung quanh biến đổi mà không cần đào tạo lại từ đầu.
3.2. HỌC TĂNG CƯỜNG ( REINFORCEMENT LEARNING )
Học tăng cường là một nhánh của học máy (machine learning), ví dụ như robot, phần mềm, hay một hệ thống điều khiển – sẽ học cách đưa ra hành động thông qua việc tương tác trực tiếp với môi trường. Mục tiêu của robot là tối đa hóa tổng phần thưởng mà nó nhận được về lâu dài.
Khác với các phương pháp học máy khác:
· Học có giám sát (supervised learning): dữ liệu đã được gán nhãn sẵn, mô hình chỉ cần học từ mẫu đúng.
· Học không giám sát (unsupervised learning): không có nhãn, mục tiêu là khám phá cấu trúc hoặc nhóm ẩn trong dữ liệu.
Thì học tăng cường lại giải quyết một bài toán hoàn toàn khác: ra quyết định theo chuỗi trong môi trường không chắc chắn, nơi kết quả của một hành động không xuất hiện ngay lập tức và phải học qua cơ chế thử và sai (trial-and-error).
Nội dung phần :
Trong chương này, chúng ta sẽ tìm hiểu các khái niệm nền tảng của học tăng cường, bao gồm:
· Mô hình Markov Decision Process (MDP): cách mô tả bài toán ra quyết định dưới dạng toán học.
· Chính sách hành động (policy): quy tắc mà robot dùng để chọn hành động.
· Hàm giá trị (value functions): đánh giá mức độ "tốt" của một trạng thái hoặc hành động.
· Phương trình Bellman: công cụ toán học mô tả mối quan hệ giữa giá trị hiện tại và giá trị trong tương lai.
3.2.1.Mô hình hóa quá trình ra quyết định
Trong học tăng cường, các thuật toán thường mô phỏng quá trình ra quyết định của robot bằng một mô hình toán học gọi là Markov Decision Process (viết tắt là MDP).
Hiểu đơn giản, MDP là một cách để mô tả tình huống ra quyết định từng bước – tức là robot (hoặc hệ thống) ở trong một trạng thái nào đó, nó chọn một hành động, rồi hệ thống sẽ chuyển sang trạng thái mới và đưa ra phần thưởng tương ứng.
Một điểm đặc biệt của MDP là:
Quyết định tiếp theo chỉ phụ thuộc vào tình huống hiện tại, chứ không cần nhớ những gì đã xảy ra trước đó.
Tức là:
· Nếu robot đang ở vị trí A, thì việc nó nên rẽ trái hay phải chỉ phụ thuộc vào vị trí hiện tại và cảm biến lúc đó, chứ không cần quan tâm nó đến đây bằng cách nào.
· Tính chất này gọi là thuộc tính Markov – tức là “hiện tại là đủ để quyết định tương lai”.[image: wps]
3.2.1.1. Markov Decision Process (MDP)
Một quá trình ra quyết định Markov hữu hạn (Finite Markov Decision Process – FMDP) được định nghĩa bởi một bộ 5 thành phần:


Trong đó:
· 
: tập các trạng thái có thể có của môi trường.
· 
: tập các hành động mà agent có thể thực hiện tại mỗi trạng thái.
· 
: hàm xác suất chuyển trạng thái – xác suất để môi trường chuyển từ trạng thái [image: wps] sang trạng thái [image: wps] sau khi thực hiện hành động [image: wps].
· 
: hàm phần thưởng – Đây là giá trị phần thưởng (hoặc hình phạt) mà agent nhận được khi thực hiện hành động a tại trạng thái s.
· 
: hệ số chiết khấu – Đây là một con số nằm trong khoảng 0 đến 1, dùng để điều chỉnh tầm nhìn xa của agent khi đánh giá phần thưởng.
Thuộc tính Markov
· Một quá trình được gọi là Markov nếu xác suất chuyển tiếp chỉ phụ thuộc vào trạng thái và hành động hiện tại:

· Thuộc tính này cho phép đơn giản hóa mô hình và là nền tảng để xây dựng các thuật toán học tăng cường hiệu quả.
3.2.1.2. Vòng lặp giữa robot và môi trường
Học tăng cường hoạt động dựa trên một vòng lặp liên tục giữa robot và môi trường (environment). Ở mỗi bước thời gian, quá trình diễn ra như sau:
1. Robot đang ở một trạng thái nào đó (ví dụ: vị trí hiện tại, thông tin cảm biến, tình huống quan sát được).
2. Robot chọn một hành động dựa theo chính sách đang học (ký hiệu là π – policy). Chính sách này là cách agent quyết định nên làm gì trong mỗi trạng thái.
3. Môi trường phản hồi lại:
· Trả về một điểm số (phần thưởng) để đánh giá hành động vừa thực hiện là tốt hay xấu.
· Chuyển robot sang trạng thái mới, phản ánh sự thay đổi trong môi trường.
Quá trình này lặp đi lặp lại theo thời gian, tạo thành một chuỗi trải nghiệm (gọi là trajectory) mà robot dùng để học và cải thiện chính sách của mình dần theo thời gian.
3.2.1.3. Chính sách và hàm giá trị
Trong học tăng cường, chính sách (policy) và hàm giá trị (value function) là hai thành phần trung tâm.
Chính sách - π
Chính sách là hàm ánh xạ từ trạng thái sang hành động. Có hai dạng:
· Chính sách xác suất (stochastic):

· Chính sách xác định (deterministic):


Hàm giá trị trạng thái - 
Giá trị của một trạng thái sss khi agent đi theo chính sách π\piπ là tổng phần thưởng kỳ vọng tích lũy:


Hàm giá trị hành động - 
Giá trị khi thực hiện hành động [image: wps] tại trạng thái [image: wps], rồi tiếp tục theo chính sách [image: wps]:



Mối quan hệ giữa  và 

3.2.1.4. Tối ưu hóa chính sách (Policy Optimization)
Mục tiêu cuối cùng trong học tăng cường là tìm ra một chính sách tối ưu [image: wps] – chính sách giúp robot tối đa hóa tổng phần thưởng kỳ vọng trong dài hạn. Về mặt toán học, điều này tương đương với việc tìm ra:

Chính sách tối ưu đảm bảo rằng giá trị của trạng thái trong chính sách đó luôn lớn hơn hoặc bằng giá trị thu được bởi bất kỳ chính sách nào khác:

Hàm giá trị tối ưu
Khi đã tìm được chính sách tối ưu, ta có thể định nghĩa các hàm giá trị tối ưu:
· Hàm giá trị trạng thái tối ưu:

· Hàm giá trị hành động tối ưu:

Từ hai hàm trên ta có thể suy ra:

Tức là: giá trị tối ưu của một trạng thái chính là giá trị hành động tối ưu nhất có thể thực hiện tại trạng thái đó.
Tương tự như các phương trình Bellman cho chính sách bất kỳ, phương trình Bellman cho chính sách tối ưu biểu diễn mối quan hệ đệ quy cho [image: wps] và [image: wps]
· Cho trạng thái:

· Cho hành động:

3.3. Lập trình động (Dynamic Programming)


Lập trình động (Dynamic Programming – DP) là một kỹ thuật cổ điển dùng để giải các bài toán tối ưu có cấu trúc đệ quy, đặc biệt hiệu quả khi mô hình môi trường (MDP) đã biết đầy đủ, tức là các hàm  và  được xác định rõ.
Trong RL, DP được sử dụng để:
· Tính toán các hàm giá trị
· Tìm chính sách tối ưu thông qua các bước lặp
Điểm mạnh của DP là khả năng tính toán chính xác chính sách tối ưu nếu mô hình được biết. Tuy nhiên, nhược điểm là nó không áp dụng được khi không biết trước mô hình môi trường – tức là khi cần học từ trải nghiệm thực tế (model-free).
3.3.1. Policy Evaluation – Đánh giá chính sách

Mục tiêu của bước này là tính  cho một chính sách [image: wps] đã cho.
Ta có thể sử dụng phương trình Bellman và giải bằng phương pháp lặp:

Bắt đầu với giá trị khởi tạo [image: wps], tiếp tục cập nhật theo công thức trên cho đến khi “hội tụ”.
Hội tụ - “Lặp đi lặp lại cho đến khi giá trị gần như không thay đổi nữa – tức là đã ổn định và đủ chính xác để dừng lại.”
3.3.2. Policy Improvement – Cải thiện chính sách
Sau khi đánh giá chính sách hiện tại, ta có thể cải thiện nó bằng cách chọn hành động tốt nhất tại mỗi trạng thái dựa trên hàm giá trị [image: wps]​:

 	Nếu hành động khác mang lại giá trị kỳ vọng cao hơn, ta cập nhật chính sách để sử dụng hành động đó.
3.3.3. Policy Iteration – Lặp chính sách
Quá trình Policy Iteration bao gồm:
1. Khởi tạo một chính sách [image: wps]
2. Lặp lại:
· Đánh giá chính sách: tính [image: wps]​
· Cải thiện chính sách: cập nhật [image: wps]
3. Cho đến khi chính sách không đổi 
Policy Iteration hội tụ về chính sách tối ưu trong số hữu hạn bước nếu số trạng thái và hành động là hữu hạn
3.3.4. Value Iteration – Lặp giá trị
Thay vì thực hiện riêng rẽ đánh giá và cải thiện chính sách, Value Iteration kết hợp cả hai bước trong một:

Sau khi hàm giá trị hội tụ, ta có thể trích xuất chính sách tối ưu:

3.4. Phương pháp Monte Carlo (Monte Carlo Methods)


Trong phần trước, ta đã trình bày các thuật toán lập trình động (Dynamic Programming – DP) như Policy Iteration và Value Iteration, vốn yêu cầu mô hình môi trường phải biết trước – tức là biết chính xác hàm xác suất chuyển trạng thái  và hàm phần thưởng .
Tuy nhiên, trong nhiều bài toán thực tế như điều khiển robot, robot thường không biết mô hình môi trường và phải học từ trải nghiệm. Khi đó, Monte Carlo (MC) là một hướng tiếp cận quan trọng để ước lượng các hàm giá trị mà không cần biết trước mô hình.
3.4.1. Nguyên lý của Monte Carlo trong RL
Monte Carlo là phương pháp học từ kinh nghiệm thông qua trung bình hóa nhiều lần trải nghiệm. Cốt lõi của MC là sử dụng các tập (episodes) đầy đủ – tức là chuỗi các tương tác từ trạng thái ban đầu cho đến trạng thái kết thúc – để ước lượng giá trị của một chính sách.
Hàm giá trị trạng thái theo MC:


· 
  : số lần trạng thái [image: wps] được gặp trong các tập
· 
    : phần thưởng tích lũy (return) tại thời điểm t trong tập thứ i


Return  là tổng phần thưởng tích lũy từ thời điểm ttt đến cuối tập:

3.4.2 MC First-Visit và Every-Visit
Monte Carlo có hai biến thể chính trong việc cập nhật giá trị:
· First-Visit MC: chỉ cập nhật giá trị tại lần đầu tiên trạng thái [image: wps] xuất hiện trong tập.
· Every-Visit MC: cập nhật giá trị mỗi lần xuất hiện của [image: wps] trong tập.
Cả hai đều hội tụ về giá trị đúng nếu có đủ dữ liệu và chính sách được khám phá đầy đủ.

3.4.3. Ước lượng giá trị hành động 
Tương tự như với trạng thái, MC cũng có thể ước lượng giá trị hành động:



Ở đây, chỉ lấy những lần robot chọn đúng hành động a tại trạng thái s để tính trung bình phần thưởng tích lũy.
3.4.4. Cải thiện chính sách bằng MC


Một khi đã ước lượng được , ta có thể sử dụng chính sách -greendy để cải thiện chính sách:
· 

Với xác suất : chọn hành động có  lớn nhất
· 
Với xác suất : chọn hành động ngẫu nhiên (để đảm bảo khám phá)
3.4.5. Monte Carlo Control 
Kết hợp hai bước:
1. 
MC Policy Evaluation – ước lượng 
2. 
MC Policy Improvement – cập nhật chính sách theo từ  ​
Quá trình lặp đi lặp lại → dần hội tụ về chính sách tối ưu.
3.4.6. Ưu điểm và Hạn chế của Monte Carlo
Ưu điểm
· Không cần mô hình môi trường
· Đơn giản, dễ cài đặt
· Hưu ích cho môi trường không định hướng
Hạn chế
· Cần tập hoàn chỉnh ( lượt Robot thử nghiệm trong 1 lần học phải kết thúc ) 
· Học chậm, độ biến động cao
· Không dùng được cho bài toán liên tục không có trạng thái kết thúc
3.5. Q-learning 
Q-learning là một trong những thuật toán học tăng cường (Reinforcement Learning) model-free phổ biến và hiệu quả nhất. 

Khác với các thuật toán trước đó như Monte Carlo vốn tập trung vào việc ước lượng giá trị trạng thái , Q-learning trực tiếp ước lượng hàm giá trị hành động tối ưu, và từ đó suy ra chính sách tối ưu mà không cần biết trước mô hình môi trường.
3.5.1. Mục tiêu
Mục tiêu của Q-learning là học được hàm giá trị hành động tối ưu, tức là giá trị kỳ vọng lớn nhất mà robot có thể nhận được khi thực hiện hành động [image: wps] tại trạng thái [image: wps], sau đó đi theo chính sách tối ưu.

Khi đã có được , chính sách tối ưu được trích xuất bằng:

Điều này có nghĩa là tại mỗi trạng thái, robot nên chọn hành động có giá trị Q cao nhất.
3.5.2. Phương trình cập nhật Q-learning
Thuật toán Q-learning sử dụng phương trình Bellman tối ưu như một quy tắc cập nhật giá trị Q:

Giải thích các thành phần:
1.  – Giá trị Q hiện tại
· 

Đây là giá trị Q mà robot đang lưu tại thời điểm hiện tại, ứng với trạng thái  và hành động .
· 

Nó thể hiện mức độ tốt của việc chọn hành động  khi đang ở trạng thái ​.
· Giống như một điểm đánh giá tạm thời mà agent đang có.
2. α – Hệ số học (learning rate)
· Là một số nằm trong khoảng (0, 1]
· Nó cho biết robot nên điều chỉnh giá trị Q hiện tại bao nhiêu phần trăm dựa trên kinh nghiệm mới.
3.  – Phần thưởng tại thời điểm t
· 

Là số điểm (tốt hoặc xấu) mà agent nhận được ngay sau khi thực hiện hành động  tại trạng thái .
· Đây là tín hiệu phản hồi trực tiếp từ môi trường.
4. γ – Hệ số chiết khấu (discount factor)
· Là số nằm trong khoảng [0, 1] cho biết agent có quan tâm đến phần thưởng tương lai hay không.
· Giá trị càng gần 1 → càng ưu tiên phần thưởng lâu dài.
5. – Giá trị Q tốt nhất ở trạng thái kế tiếp
· 
Đây là giá trị Q lớn nhất có thể đạt được tại trạng thái mới  sau khi thực hiện hành động.
· Nó cho biết: "Ở trạng thái tiếp theo, hành động nào là tốt nhất?", và lấy giá trị cao nhất đó để ước lượng phần thưởng tương lai.
Biểu thức trong dấu ngoặc vuông là sai số cập nhật, phản ánh chênh lệch giữa giá trị Q hiện tại và ước lượng tốt nhất từ phần thưởng + giá trị tiếp theo.
3.5.3. Đặc điểm quan trọng: Off-policy
Q-learning là một thuật toán off-policy, nghĩa là quá trình cập nhật giá trị không cần phụ thuộc vào chính sách hiện tại của robot. Nói cách khác, robot có thể học giá trị tối ưu bằng cách quan sát hoặc mô phỏng các hành động không nằm trong chính sách mà nó đang theo đuổi.
Điều này làm cho Q-learning linh hoạt và mạnh mẽ hơn, đặc biệt trong môi trường mô phỏng hoặc khi có dữ liệu ngoại sinh.

3.5.4. Chiến lược chọn hành động: chính sách -greedy
Trong quá trình học, robot cần cân bằng giữa khai thác (exploitation) và khám phá (exploration). Một kỹ thuật phổ biến là sử dụng chính sách :
· 
Với xác suất 1−: robot chọn hành động có giá trị Q cao nhất (khai thác)
· 
Với xác suất : chọn một hành động ngẫu nhiên (khám phá)

Giá trị  thường được giảm dần theo thời gian để ban đầu khám phá nhiều, sau đó dần tập trung vào khai thác chiến lược tốt nhất đã học được.
3.5.5. Thuật toán Q-learning (dạng tổng quát)
1. 
Khởi tạo  tùy ý cho tất cả các trạng thái và hành động
2. 
Quan sát trạng thái ban đầu ​
3. Lặp lại cho mỗi bước thời gian:
· 

Chọn hành động theo chính sách từ 
· 


Thực hiện hành động , nhận phần thưởng  và trạng thái tiếp theo ​
· Cập nhật giá trị Q:

· 
Gán 
3.6. DEEP Q-Learning

Trong thực tế, nhiều bài toán học tăng cường có không gian trạng thái rất lớn hoặc liên tục, khiến việc sử dụng bảng Q trở nên bất khả thi. Chẳng hạn, nếu trạng thái là hình ảnh camera hoặc đầu ra cảm biến phức tạp, thì không thể liệt kê tất cả các trạng thái và lưu giá trị Q cho từng cặp .
Để giải quyết vấn đề này, thuật toán Deep Q-Learning (DQN) sử dụng một mạng nơ-ron sâu (deep neural network) để xấp xỉ hàm Q thay vì lưu bảng Q truyền thống.
3.6.1. Ý tưởng chính


Thay vì lưu trực tiếp  cho từng trạng thái và hành động, DQN sử dụng một mạng nơ-ron có tham số  để xấp xỉ hàm giá trị:

Trong đó:
· 
: trạng thái đầu vào
· 
: hành động
· 
: tham số (trọng số) của mạng nơ-ron
· 
: đầu ra là giá trị Q ước lượng
Mạng nơ-ron này được cải tạo để thu nhỏ sai số giữa giá trị Q hiện tại và mục tiêu (target Q-value) dựa trên công thức cập nhật của Q-learning.
3.6.2. Hàm mất mát trong DQN

Tại mỗi bước cải tạo, tham số  của mạng được cập nhật để tối thiểu hóa hàm mất mát sau:

Trong đó:
· 
 : giá trị mục tiêu
· 
: tham số của mạng mục tiêu (target network), được giữ cố định trong một số bước và sau đó đồng bộ lại với mạng chính
Việc sử dụng target network giúp ổn định việc cải tạo bằng cách làm giảm sự biến động trong giá trị mục tiêu.
3.6.3. Replay Buffer – Bộ nhớ phát lại
Để tránh mạng nơ-ron học từ các chuỗi dữ liệu có tương quan cao (gây sai lệch), DQN sử dụng một kỹ thuật gọi là replay buffer (bộ nhớ phát lại):
· 
Sau mỗi bước, trải nghiệm  được lưu vào một buffer
· Mỗi lần cải tạo, ta lấy ngẫu nhiên một batch từ buffer để cải tạo mạng
Kỹ thuật này:
· Giảm phương sai
· Làm cho dữ liệu cải tạo độc lập hơn
· Cải thiện tính hội tụ
3.6.4. Cải tiến so với Q-learning
Bảng  So sánh Q-learning truyền thống và Deep Q-learning
	Q-learning truyền thống
	Deep Q-learning (DQD)

	Dùng bảng Q
	Dùng mạng nơ-ron xấp xỉ Q

	Không dùng được với trạng thái liên tục
	Xử lý tốt trạng thái lớn và phức tạp

	Dễ ổn định
	Cần nhiều kỹ thuật để ổn định (replay buffer, target network )

	Cập nhật theo từng bước
	Cải tạo bằng mini-batch



3.6.5. Thuật toán DQN
· 

Khởi tạo mạng Q với tham số , mạng mục tiêu với 
· Khởi tạo replay buffer
· Các bước thực hiện:


- Chọn hành động a theo chính sách -greedy từ 



- Thực hiện hành động, quan sát , , lưu  vào buffer
· Lấy minibatch từ buffer, tính giá trị mục tiêu:

· Cập nhật θ bằng SGD để giảm mất mát:

· 
Định kỳ cập nhật mạng mục tiêu: 
3.6.6. Ứng dụng thực tế của DQN
DQN đã được ứng dụng thành công trong nhiều lĩnh vực:
· Chơi game Atari từ hình ảnh thô (DeepMind, 2015)
· Robot học điều khiển từ dữ liệu hình ảnh
· Điều hướng tự động trong môi trường ảo
3.6.7. Hạn chế và các cải tiến sau này
Mặc dù mạnh mẽ, DQN vẫn có hạn chế:
· Không hiệu quả với hành động liên tục (phải dùng biến thể như DDPG)
· Dễ bị mất ổn định nếu không dùng replay buffer và target network
· Hội tụ chậm với môi trường có phần thưởng thưa thớt
Các cải tiến dựa trên DQN đã được đề xuất:
· Double DQN: tránh tối ưu quá mức
· Dueling DQN: tách riêng phần giá trị trạng thái và lợi thế hành động
· Prioritized Replay: ưu tiên các mẫu nhiều thông tin

CHƯƠNG 4: Q-LEARNING CHO BÀI TOÁN ĐIỀU HƯỚNG

Trong các hệ thống robot tự hành, bài toán điều hướng (navigation) là một thành phần cốt lõi. Nó đòi hỏi robot phải di chuyển từ vị trí xuất phát đến vị trí mục tiêu, trong khi tránh chướng ngại vật, tối ưu hóa một số tiêu chí như thời gian, quãng đường hoặc mức năng lượng tiêu thụ.
Trong chương này, ta tập trung vào việc ứng dụng thuật toán học tăng cường Q-learning để giải quyết bài toán điều hướng robot trong một môi trường 2D có vật cản. Phương pháp tiếp cận này có lợi thế là:
· Không cần biết trước mô hình môi trường (model-free)
· Có thể học thông qua trải nghiệm
4.1. Mô hình hóa bài toán
Bài toán điều hướng được mô hình hóa dưới dạng một Quá trình quyết định Markov hữu hạn (Finite Markov Decision Process – FMDP), gồm 5 thành phần:

Trong đó:
· 
: tập các trạng thái, tương ứng với các vị trí hợp lệ trên bản đồ (lưới 2D)
· 
: tập các hành động có thể thực hiện (di chuyển theo các hướng)
· 
: hàm xác suất chuyển trạng thái (không cần biết trước)
· R: hàm phần thưởng (reward function)
· 
: hệ số chiết khấu phần thưởng tương lai
Sử dụng Q-learning – một thuật toán model-free, nên không cần mô hình xác suất chuyển trạng thái .
4.2. Không gian trạng thái và hành động

Không gian trạng thái 
Môi trường được biểu diễn dưới dạng một lưới vuông 2 chiều (grid world), trong đó:
· 
Mỗi ô vuông là một trạng thái 
· Các trạng thái có thể là: ô trống, vật cản, điểm bắt đầu, hoặc điểm mục tiêu
Tổng số trạng thái = số ô vuông trừ đi số ô bị vật cản chiếm dụng.

Không gian hành động 
Tại mỗi trạng thái, robot có thể chọn một trong bốn hành động:

Hành động chỉ hợp lệ nếu không dẫn robot ra ngoài bản đồ hoặc đâm vào vật cản. Trong trường hợp hành động không hợp lệ, robot sẽ ở nguyên vị trí và nhận phạt.
4.3. Hàm phần thưởng

Hàm phần thưởng  có vai trò định hướng hành vi học của robot. Trong bài toán này, phần thưởng được thiết kế như sau:
· 
+100: khuyến khích hoàn thành nhiệm vụ
· 
–100: răn đe hành vi nguy hiểm (va chạm)
· 
–1: khuyến khích robot tìm đường ngắn nhất (ít bước)
4.4. Thuật toán Q-learning

Mục tiêu của Q-learning là học hàm giá trị hành động tối ưu , đại diện cho giá trị tốt nhất có thể nhận được nếu thực hiện hành động a tại trạng thái s, và sau đó đi theo chính sách tối ưu.
Công thức cập nhật Q:

Trong đó:
· 
: giá trị Q hiện tại 
· : hệ số học (learning rate), thường [image: wps]
· : hệ số chiết khấu phần thưởng tương lai, thường khoảng 0.9
· : phần thưởng nhận được sau hành động
· : giá trị Q tốt nhất có thể ở trạng thái tiếp theo
Q-learning là một thuật toán off-policy, nghĩa là nó học chính sách tối ưu độc lập với chính sách đang sử dụng để chọn hành động.
4.5. Chiến lược khám phá: chính sách [image: wps]-greedy

Để tránh việc robot chỉ lặp lại những hành động đã biết là tốt, nó cần khả năng khám phá (exploration). Chính sách -greedy là cách phổ biến để cân bằng giữa khai thác (exploitation) và khám phá:
· 
Với xác suất 1-: chọn hành động có giá trị Q cao nhất (khai thác)
· 
Với xác suất : chọn hành động ngẫu nhiên (khám phá)
Giá trị [image: wps] có thể giảm dần theo thời gian để ưu tiên khám phá khi bắt đầu học, và tập trung khai thác sau khi đã học được chính sách tốt.
4.6. Quy trình cải tạo thuật toán Q-learning
Quá trình cải tạo Q-learning diễn ra thông qua việc robot tương tác với môi trường trong nhiều vòng lặp (episodes). Mỗi vòng là một tập hợp các bước, bắt đầu từ trạng thái khởi đầu và kết thúc khi robot:
· Đến được vị trí mục tiêu
· Va vào vật cản hoặc ra ngoài bản đồ
· Hoặc đạt đến số bước giới hạn
Thuật toán cải tạo Q-learning tổng quát:
1. Khởi tạo:
· Tạo bảng Q: 

· 

Chọn tham số  số tập  
2. Cho mỗi tập lần cải tạo (episode):
· 
Đặt trạng thái ban đầu ​
· Lặp cho đến khi đạt trạng thái kết thúc:
· 
Chọn hành động theo chính sách -greedy
· 

Thực hiện hành động, nhận phần thưởng  và trạng thái mới 
· Cập nhật giá trị Q theo công thức:

3. 
Kết thúc quá trình sau ​ → bảng Q sẽ hội tụ
4.7. Phân tích hiệu suất học
Các chỉ số đánh giá:
· Tổng phần thưởng trung bình: phản ánh mức độ hiệu quả của chính sách học
· Số bước trung bình mỗi tập: càng ít → chính sách càng tối ưu
· Tỷ lệ thành công: % số tập mà robot đến đích thành công
Ảnh hưởng của tham số:
		Tham số
	Vai trò
	Ảnh hưởng nếu không tối ưu

	[image: wps]
	Điều chỉnh tốc độ học
	Quá lớn → dao động; quá nhỏ → học chậm

	[image: wps]
	Ưu tiên phần thưởng tương lai
	Quá nhỏ → chỉ học gần; quá lớn → khó hội tụ

	

	Kiểm soát khám phá
	Nếu không giảm dần → không hội tụ tốt






Hội tụ của thuật toán:
Q-learning có thể đảm bảo hội tụ về chính sách tối ưu trong không gian rời rạc nếu:
· 
Mọi cặp  được khám phá vô hạn lần
· 
Learning rate  giảm dần phù hợp
4.8. Tổng kết chương
Trong chương này, ta đã trình bày việc ứng dụng thuật toán Q-learning cho bài toán điều hướng trong môi trường 2D có chướng ngại vật. Các nội dung chính bao gồm:
· Mô hình hóa môi trường dưới dạng FMDP
· Thiết kế trạng thái, hành động và phần thưởng
· Áp dụng thuật toán Q-learning kết hợp chính sách [image: wps] -greendy
· Mô phỏng quá trình học và phân tích hiệu suất
Kết quả cho thấy rằng Q-learning là một giải pháp hiệu quả, đơn giản, không cần mô hình môi trường, và đủ mạnh để giải bài toán điều hướng trong không gian rời rạc.
Tuy nhiên, khi không gian trạng thái trở nên lớn hơn (hoặc liên tục), cần mở rộng bằng các phương pháp như Deep Q-Networks (DQN) hay Actor-Critic để giảm thời gian cải tạo và tăng độ ổn định


CHƯƠNG 5: K	ẾT LUẬN
5.1 Các kết quả đạt được
5.1.1 Ưu điểm
· Nghiên cứu và chế tạo bộ khung xe
· Tìm hiểu và ứng dụng các vi điều khiển trên xe tự hành 
· Nghiên cứu, lập trình, ứng dụng thuật toán học tăng cường Reinforcement - Learning trên xe tự hành
5.1.2 Nhược điểm
· Chưa tối ưu được phần cơ cấu chuyển động của xe tự hành
· Ứng dụng thuật toán còn nhiều sai xót 
5.2 Hướng phát triển
· Thiết kế phần dẫn động của xe tối ưu hơn
· Sử dụng thêm các vi điều khiển và cảm biến trên xe tự hành nhằm ứng dụng được ở nhiều môi trường phức tạp
· Nghiên cứu phát triển thêm về thuật toán dẫn hướng khác
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